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L'Axe 1 (Sciences Cognitives et 
Computation) de la MSHS 
présente deux heures de tutoriel sur 
les rudiments de l’analyse 
bayesienne et une initiation à 
Matlab tournée vers 
l’expérimentation. Ces deux 
tutoriels n’impliquent aucun 
prérequis et sont indépendants. Les  
tutoriels consisteront en des 
démonstrations impliquant de 
minis aglorithmes et des 
illustrations par des calculs simples. 
L’objectif  est de présenter 
rapidement les principes de ces 
outils indispensables à la 
modélisation et à 
l’expérimentation.

30 Juin 12h-13h 
Fabien Mathy (BCL UMR7320 
CNRS, UCA) développera les 
fondements de l’analyse 
bayesienne. Cette méthode 

propice à la modélisation consiste à 
déterminer quelle hypothèse la plus  
simple est susceptible de rendre 
compte de données. Les hypothèses  
les plus probables étant mises à jour 
à mesure que les données sont 
récoltées, on suppose aussi que 
l’inférence bayesienne est 
susceptible de rendre compte de 
l’apprentissage humain. Cette 
méthode a également été adaptée 
aux statistiques pour permettre le 
test de l’hypothèse nulle.

30 Juin 13h-14h 
Mustapha Chekaf  et Fabien Mathy 
(BCL UMR7320 CNRS, UCA) 
présenteront ensuite le logiciel 
MATLAB afin de montrer son 
utilité pour préparer toutes les 
étapes d’une expérimentation, 
depuis la préparation des 
conditions expérimentales, jusqu'à 
l'analyse statistique des données, en 

passant par la création et la 
présentation automatisée de 
stimuli. L'objectif  principal est de 
montrer l'intérêt de ce logiciel pour 
automatiser diverses étapes de 
l'expérimentation pour lesquelles 
des opérations peuvent rapidement 
s'avérer répétitives. Nous insisterons 
sur les nombreuses vertus de 
l’algorithmique sous MATLAB, en 
faisant des comparaisons avec 
d’autres logiciels. Grâce à des 
algorithmes simples, nous 
montrerons par exemple comment 
compiler des fichiers de données 
(au lieu de faire du copier-coller), 
générer des stimuli (au lieu de les 
dessiner un par un) et générer ou 
recoder des données.  L’objectif  
global est de montrer l’intérêt 
considérable de l'algorithmique 
dans diverses étapes de la 
production de données 
scientifiques. 

MSHS 
 AXE 1 SCIENCES COGNITIVES ET COMPUTATION

30
 J

ui
n 

20
17

typically involves applying an elementary theorem of probability, known as Bayes’s rule:

PrðHjDÞ ¼ PrðDjHÞPrðHÞP
PrðDjHiÞPrðHiÞ

Here, the various Hi are the individual hypotheses in H, while D is the set of observed
examples, or “learning sample.” The formula states that the “posterior” probability Pr(H | D)
of a particular hypothesis H conditioned on observations D is proportional to the product
of the learner’s “prior” belief in (probability assigned to) H with the probability Pr(D | H)
of the learning sample conditioned on H. The latter value is commonly called by the
(rather misleading) name of likelihood. The denominator of the formula, often called the
Bayesian evidence, makes it an equation rather than a proportion; it is not always neces-
sary to compute this in order to choose among different hypotheses.

As data are encountered piecemeal, this formula can be applied iteratively: Today’s
posteriors are tomorrow’s priors. More precisely, at step n, the posterior probabilities of a
number of different hypotheses are computed with Bayes’s formula. Then at step n + 1,
the new example is considered, and the posteriors are adopted as new prior probabilities
in a reapplication of the formula. This general scheme has become widely applied in cogni-
tive models of learning (e.g., Tenenbaum & Griffiths, 2001) as well as in Bayesian
statistics. But how should the initial priors—the ones used at the first step of the iteration—
be chosen? Somewhat reassuringly, under some conditions (e.g., H is a finite class;
Freedman, 1963), Bayesian inference converges to the “optimal” hypothesis eventually
starting from almost any prior, but convergence can be much faster if we start with a
“better” set of prior probabilities. If the hypothesis class is a countably infinite distribu-
tion such as an infinite class of languages, the situation becomes more subtle, and the
prior can actually affect the ability to converge. In any case, practically effective Bayes-
ian inference demands the selection of a good prior.

The problem of the initial priors is the main subject of the contribution by Jacob Feld-
man in the current issue. This article discusses the matter of how initial priors should be
optimized before carrying out Bayesian learning. Feldman states that there have been two
opposing views on this matter. The “classical” Bayesian approach stands against deliber-
ately optimizing the initial priors from empirical results and instead advocates applying
one’s general knowledge of the scenario to assign priors according to reasonable beliefs.
An example of this is the standard assumption of a fair coin, where the favored (most
probable) hypothesis initially would assign probability 0.5 to each side. If a coin is, in
fact, not fair, a Bayesian learning procedure will uncover this by adjusting the posteriors
through a long sequence of coin tosses, and a different hypothesis assigning the unequal
probabilities will gradually emerge. The ancient “principle of insufficient reason” is the
classic course of last resort, refusing to favor any hypothesis initially (making all priors
equal) when general knowledge is not useful. This approach is considerably generalized
in the widely used maximum entropy principle in Bayesian methods (Jaynes, 2003).

An opposing view, known in the literature as empirical Bayes (Berger, 1985),
advocates using empirical facts about the various hypotheses, derived from a direct
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